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Resumen 

 

9ƴ Ŝƭ ǎƛƎǳƛŜƴǘŜ ǘǊŀōŀƧƻ ǾŀƳƻǎ ŀ ǊŜŀƭƛȊŀǊ ǳƴ ŜȄƘŀǳǎǘƻ ǘǊŀōŀƧƻ ŘŜ ά5ŀǘŀ aƛƴƛƴƎέ Ŝƴ tƻƪŜǊ hƴƭƛƴŜΦ  

La minería de datos (DM, Data Mining) consiste en la extracción no trivial de información que 

reside de manera implícita en los datos. Dicha información era previamente desconocida y podrá 

resultar útil para algún proceso. En otras palabras, la minería de datos prepara, sondea y explora los 

datos para sacar la información oculta en ellos. Bajo el nombre de minería de datos se engloba todo 

un conjunto de técnicas encaminadas a la extracción de conocimiento procesable, implícito en las 

bases de datos.  

Dentro de todas estas técnicas nosotros haremos hincapié en la clusterización. 

ά/ƭǵǎǘŜǊƛƴƎέ Ŝǎ Ŝƭ ǇǊƻŎŜǎƻ ŘŜ ŀƎǊǳǇŀǊ Řŀǘƻǎ Ŝƴ ŎƭŀǎŜǎ ƻ ŎƭǵǎǘŜǊŜǎ ŘŜ ǘŀƭ ŦƻǊƳŀ ǉǳŜ ƭƻǎ ƻōƧŜǘƻǎ ŘŜ ǳƴ 

clúster tengan una similitud alta entre ellos, y baja (sean muy diferentes) con objetos de otros 

clústeres. 

Nuestra fuente de información será una inmensa base de datos de más de 22 millones de manos de 

¢ŜȄŀǎ IƻƭŘΩŜƳ bƻ [ƛƳƛǘ рлΦ Una vez tengamos nuestra base de datos con las 22 millones de manos, 

haremos diferentes filtros para poder tratar mejor la información (preproceso), seleccionaremos 

los atributos más relevantes y pasaremos al proceso de clusterización. Mediante el análisis de tres 

experimentos, mostraremos las diferentes posibilidades que ofrecen los distintos algoritmos más 

conocidos hoy en día: X-means, K-Means y EM.  

Para realizar todos los experimentos haremos uso de la potente herramienta: Weka (Waikato 

Environment for Knowledge Analysis - Entorno para Análisis del Conocimiento de la Universidad de 

Waikato) es un conocido software para aprendizaje automático y minería de datos escrito en Java y 

desarrollado en la Universidad de Waikato. Con este software trataremos de lograr nuestros 

objetivos, que no son otros que estudiar los distintos perfiles existentes en el Poker Online para así 

poder explotar debilidades y pulir defectos de los jugadores. ¿Lo conseguiremos?  

http://es.wikipedia.org/wiki/Informaci%C3%B3n
http://es.wikipedia.org/wiki/Dato
http://en.wikipedia.org/wiki/University_of_Waikato
http://en.wikipedia.org/wiki/University_of_Waikato
http://en.wikipedia.org/wiki/University_of_Waikato
http://es.wikipedia.org/wiki/Software
http://es.wikipedia.org/wiki/Aprendizaje_autom%C3%A1tico
http://es.wikipedia.org/wiki/Miner%C3%ADa_de_datos
http://es.wikipedia.org/wiki/Lenguaje_de_programaci%C3%B3n_Java
http://en.wikipedia.org/wiki/University_of_Waikato


 
 

2ÅÇÌÁÓ ÄÅÌ 0ÏËÅÒ 4ÅØÁÓ ÈÏÌÄȭÅÍ 

Poker Texas hold 'em (también hold'em, holdem) es la versión más popular de póquer. También es 
la variante de póquer más jugada en la mayoría de casinos en Estados Unidos [1]. 

Texas hold 'em es ampliamente reconocido como la principal forma de póquer. Aunque 
teóricamente pueden jugar hasta 22 jugadores, generalmente juegan entre dos y diez personas. 
Cuando se juega entre dos jugadores se le denomina "Heads-up". Entre tres y seis jugadores se le 
denomina "Short Handed" o "Mesa Corta". Con siete jugadores o más se le denomina "Full Ring" o 
"Mesa Larga". 9ƴ Ŝƭ ǘǊŀōŀƧƻ ƴƻǎƻǘǊƻǎ ŀƴŀƭƛȊŀǊŜƳƻǎ ƭŀ ǾŀǊƛŀƴǘŜ ŘŜ ƳŜǎŀ ƭŀǊƎŀ ƻ άCǳƭƭ wƛƴƎέΦ 

Para las descripciones que siguen a continuación se asume cierta familiaridad con la forma de jugar 
de Póquer, y con las manos de póquer. 

Objetiv o 

Al igual que en otras versiones de póquer, el objetivo de Texas hold 'em es llevarse el bote o pozo, 
donde bote es el dinero apostado por todos los jugadores en una mano. El bote se gana bien al 
mostrar las cartas, formando las mejores 5 cartas de las 7 disponibles, o apostando para que los 
otros jugadores "tiren" las cartas o "no vayan", abandonando su apuesta por el bote. 

Al coger las 5 mejores cartas de las 7 disponibles (2 cartas iniciales privativas -hole cards- y 5 cartas 
comunitarias) cada uno puede hacer la combinación que más beneficiosa le resulte. Es decir, puede 
coger sus 2 cartas iniciales más 3 cartas comunitarias de la mesa, puede coger 1 de sus cartas 
iniciales más 4 cartas comunitarias, o puede no coger ninguna de sus cartas iniciales y jugar con las 
5 cartas comunitarias, a esto último se le llama "jugar con la mesa". 

Apuestas 

Hold'em se suele jugar usando las apuestas ciega pequeña ("small blind") y ciega grande ("big 
blind"). Estas apuestas se demominan "ciegas" ya que el jugador apuesta sin haber visto ninguna de 
las cartas de la mesa. 

 La ciega pequeña la pone el jugador a la izquierda del repartidor, y equivale a la mitad de la 
ciega grande. 

 La ciega grande la aporta el jugador a la izquierda del anterior y equivale al doble de la 
apuesta mínima.  

Un botón se utiliza para representar al jugador situado en la posición del repartidor. El botón de 
repartidor gira en la dirección de las agujas del reloj después de cada mano, con lo que se van 
turnando el repartidor y las "ciegas". 

Las dos  formas de Hold'em más comunes son No Limit y Fixed Limit. En fixed Limit (límite), las 
apuestas en las dos primeras rondas (pre-flop y flop) son iguales al "big blind", y en las dos 
siguientes rondas (turn y river) las apuestas son iguales al doble del "big blind". En "No Limit" (sin 

http://es.wikipedia.org/wiki/Popular
http://es.wikipedia.org/wiki/P%C3%B3quer
http://es.wikipedia.org/wiki/Casino
http://es.wikipedia.org/wiki/Estados_Unidos
http://es.wikipedia.org/wiki/P%C3%B3quer
http://es.wikipedia.org/wiki/Manos_de_p%C3%B3quer
http://es.wikipedia.org/wiki/Bote_%28p%C3%B3quer%29
http://es.wikipedia.org/w/index.php?title=Hole_cards&action=edit&redlink=1
http://es.wikipedia.org/wiki/Ciega_%28p%C3%B3quer%29
http://es.wikipedia.org/wiki/No_Limit
http://es.wikipedia.org/wiki/Fixed_Limit


 
 

límite), los jugadores pueden apostar cualquier cantidad por encima de la apuesta mínima, incluso 
pudiendo apostar todas las fichas que tienen en la mesa (esto se conoce como "All in").  

Pre-Flop  

El juego comienza repartiendo 2 cartas boca abajo a cada jugador. Estas cartas se denominan 
pocket cards o hole cards. Son las únicas cartas que cada jugador recibirá individualmente, y sólo 
serán descubiertas si se muestran las cartas al final de la mano, o si la apuesta queda entre 2 
jugadores y se apuesta un all-in. 
La mano comienza con una ronda de apuestas antes del flop, comenzando por el jugador a la 
izquierda de la ciega grande y se continúa en la dirección de las agujas del reloj. 
Después de esta ronda de apuestas, si aún continúan al menos 2 jugadores en la mano, se 
comienzan a poner sobre la mesa las 5 cartas comunitarias descubiertas (de esta forma Texas 
hold'em es un juego de póquer "descubierto") en tres fases: 

Post-Flop  

1ª Fase, (Flop): Tres cartas descubiertas  

El repartidor reparte el flop, tres cartas descubiertas simultáneamente (community cards). El "flop" 
va seguido de otra ronda de apuestas. Esta y las demás rondas de apuestas comienzan por el 
jugador a la izquierda del repartidor y continúan en el sentido de las agujas del reloj. 

2ª Fase, (Turn): Una carta descubierta  

Después de la ronda de apuestas en el "flop", una nueva carta descubierta (turn) se pone sobre la 
mesa, seguido de otra ronda de apuestas. A esta carta también se la denomina 4ª calle ("fourth 
street") 

3ª Fase, (River): Una carta descubierta 

Después del "Turn", otra carta descubierta (river) se coloca sobre la mesa (formando las 5 
"community cards" o cartas comunes), y es seguido de otra ronda de apuestas. A esta carta 
también se la denomina 5ª calle ("fifth street"). 

Show Down 

Finalmente, la muestra de cartas si fuera necesario para dirimir al ganador entre los jugadores que 
todavía estén en la mano. 

El Ganador 

Si un jugador apuesta y todos los demás se retiran, el jugador se lleva todo el dinero del bote, y no 
tendrá que mostrar sus cartas. Si dos o más jugadores continúan después de la última ronda de 
apuestas, se muestran las cartas. En la muestra, cada jugador utiliza las cinco mejores cartas 

http://es.wikipedia.org/w/index.php?title=Hole_cards&action=edit&redlink=1
http://es.wikipedia.org/w/index.php?title=Flop_%28p%C3%B3quer%29&action=edit&redlink=1
http://es.wikipedia.org/w/index.php?title=Flop_%28p%C3%B3quer%29&action=edit&redlink=1
http://es.wikipedia.org/w/index.php?title=Turn_%28p%C3%B3quer%29&action=edit&redlink=1
http://es.wikipedia.org/w/index.php?title=Turn_%28p%C3%B3quer%29&action=edit&redlink=1
http://es.wikipedia.org/w/index.php?title=River_%28p%C3%B3quer%29&action=edit&redlink=1
http://es.wikipedia.org/w/index.php?title=River_%28p%C3%B3quer%29&action=edit&redlink=1


 
 

posibles de entre las siete que forman sus dos cartas privadas ("pocket cards") y las cinco cartas 
comunes de la mesa ("community cards"). 

Si dos jugadores o más comparten la mejor mano, entonces el bote se divide por igual entre los 
jugadores. De todas formas es común que los jugadores tengan manos muy parecidas pero no 
idénticas. A menudo se utiliza la carta kicker para desempatar. 

Clasificación de las jugadas 

 
Jugada 

Jugada 
en inglés 

Descripción Ejemplo 
Combinaciones 

Posibles 

1 
Escalera 
real o Flor 
Imperial 

Royal 
flush 

Cinco cartas 
seguidas del mismo 
palo del 10 al As. 

 

4 

2 
Escalera de 
color o flor 
corrida 

Straight 
flush 

Cinco cartas 
seguidas del mismo 
palo, pero que no 
tiene As como carta 
alta. 

 

36 

3 Póquer 
Four of a 
kind 

Cuatro cartas 
iguales en su valor. 

 

13 

4 Full 
Full 
house 

Tres cartas iguales 
(trío), más otras dos 
iguales (par). 

 

312 

5 Color Flush 
Cinco cartas del 
mismo palo sin ser 
seguidas. 

 

5.112 

6 Escalera Straight 
Cinco cartas 
seguidas de palos 
diferentes. 

 

9.180 

7 

Trío, 
Tercio, 
Pierna o 
Trucha 

Three of 
a kind 

Tres cartas iguales 
en su valor. 

 

54.912 

8 Doble par Two pair Dos pares de cartas. 

 

123.552 

9 Par Pair 
Dos cartas iguales y 
tres diferentes. 

 

1.098.240 

10 
Carta alta 
o "Carta 
Mayor" 

High 
card 

Gana quien tiene la 
carta más alta. 

 

1.303.560 

 

http://es.wikipedia.org/w/index.php?title=Kicker_%28p%C3%B3quer%29&action=edit&redlink=1
http://es.wikipedia.org/wiki/Archivo:Royal_Flush.png
http://es.wikipedia.org/wiki/Archivo:Straight_Flush.png
http://es.wikipedia.org/wiki/Archivo:Poker.png
http://es.wikipedia.org/wiki/Archivo:Full.png
http://es.wikipedia.org/wiki/Archivo:Flush.png
http://es.wikipedia.org/wiki/Archivo:Straight.png
http://es.wikipedia.org/wiki/Archivo:Three_of_a_kind.png
http://es.wikipedia.org/wiki/Archivo:Two_Pairs.png
http://es.wikipedia.org/wiki/Archivo:One_Pair.png
http://es.wikipedia.org/wiki/Archivo:No_Pair.png


 
 

Glosario de atributos 

A continuación definiremos los distintos atributos que usaremos para realizar los tres 

experimentos. 

PREFLOP 
 

Atributo Descripción 

VPIP 

Voluntary Put In Pot o % de veces que el jugador pone voluntariamente dinero en el 
bote. 
 
<6: Juega muy pocas manos. 88+ AJ+. 
6-11: Incorpora más combinaciones de figuras y parejas más pequeñas.  
12-15: Selecciona bastante. Jugador tight. Rango estándar. 
16-20: Suele jugar casi todas las figuras y suited connectors. 
21-30: Jugador loose. Normalmente no se suelen fijar mucho en la posición.. Entran 
con cualquier Ax, figuras, y muchas cartas suitadas.. 
>30: Muy loose. Podemos afirmar que estamos frente a un mal jugador el 99.9 % de 
las veces. 
 

PFR 

PreFlop Raise. Tanto por ciento de veces que un jugador sube preflop. 
 
<3: Sólo sube con cañones. TT+, AK y AQs. 
3-6: Sube manos muy buenas. 
7-10: Incorpora figuras, SC y pocket pairs a su rango de manos, seguramente con 
posición.. 
11-16: Muy agresivo preflop. 
+16: Posiblemente maníaco. 
 

3BET 

Una 3-bet es un reraise después de una apuesta y un raise. Es la tercera subida en una 
ronda. Durante el trabajo hablaremos siempre de 3bet Preflop. 
 
 <1: AA y KK (según). 
1-2: KK+ y AK probablemente con posición. Alguno puede simplemente subir AKs. 
2-3: Muy selectivo. 
3-4: Estándar. Empieza a usar la posición para subir alguna mano especulativa. 
4-6: Alto. Generalmente sube mucho en blinds vs aparente robo y en button vs CO 
PFR. 
>6: Muy alto. 
 

Squeeze 
Es el % de veces que el jugador resube cuando un jugador ha subido y uno o más 
jugadores le han hecho Call a este primer raiser. También es nueva y un 5% también 
parece un buen valor de referencia. 

Early UO VPIP del Hero cuado está en posiciones iniciales y nadie ha apostado aún. 



 
 

VPIP (UnOppened) 
 

Early UO 
PFR 

PFR del Hero cuando está en posiciones iniciales i nadie ha apostado aún 
(UnOppened) 

Late UO 
VPIP 

VPIP del Hero cuando está en posiciones finales y nadie ha apostado aún. 
(UnOppened) 

Late UO 
PFR 

PFR del Hero cuando está en posiciones finales i nadie ha apostado aún (UnOppened) 

Early LI 
VPIP 

VPIP del Hero cuando está en posiciones iniciales y alguien anteriormente ha ido 
viendo la apuesta. 

Early LI 
PFR 

PFR del Hero cuando está en posiciones iniciales y alguien anteriormente ha ido 
viendo la apuesta. 

Late LI 
VPIP 

VPIP del Hero cuando está en posiciones finales y alguien anteriormente ha ido 
viendo la apuesta. 

Late LI PFR 
PFR del Hero cuando está en posiciones finales y alguien anteriormente ha ido viendo 
la apuesta. 

Blinds LI 
VPIP 

VPIP del Hero cuando está en posiciones de ciegas y alguien anteriormente ha ido 
viendo la apuesta. 

Blinds LI 
PFR 

PFR del Hero cuando está en posiciones de ciegas y alguien anteriormente ha ido 
viendo la apuesta. 

Early vRS 
VPIP 

Alguien ha entrado en el bote y Hero (que está en posiciones iniciales) resube. 

Early vRS 
PFR 

Alguien ha entrado subiendo en el bote y Hero (que está en posiciones iniciales) hace 
3bet. 

Late vRS 
VPIP 

Alguien ha entrado en el bote y Hero (que está en posiciones finales) resube. 

Late vRS 
PFR 

Alguien ha entrado en el bote y Hero (que está en posiciones finales) hace 3bet. 

Blinds vRS 
VPIP 

Alguien ha entrado en el bote y Hero (que está en posiciones de ciegas) resube. 

Blinds vRS 
PFR 

Alguien ha entrado en el bote y Hero (que está en posiciones de ciegas) hace 3bet. 

 

 

 

 

 

 

 



 
 

POSTFLOP 
 

Atributo Descripción 

Postflop Agg 
es el agresión Factor y se calcula como (Bets totales + Raises Totales) / Call 
Totales 

Postflop 
Agg_Xcent 

es el porcentaje de veces que el jugador hace un movimiento agresivo (Bet / 
Raise / Check/Raise, etc) postflop. 

Flop CBet_Xcent_ 
Es el porcentaje de veces que un jugador hace una apuesta de conituación en 
el flop. 

Bet_Xcent_ 
Es el porcentaje de veces que un jugador hace una apuesta postflop (cuando 
nadie ha apostado aún). 

Bet UO_Xcent_ 
wPos 

Es similar al anterior pero cuando se hace con posición. 

Bet Call Hero hace Bet, villano sube y Hero hace call. 

Bet Fold Hero hace Bet, villano sube y Hero hace fold. 

Bet Raise Hero hace Bet, villano sube y Hero hace 3bet. 

Check Call 
Hero hace check, villano apiuesta y Hero hace call. 
 

Check Fold Hero hace check, villano apiuesta y Hero hace fold. 

Check Raise 
Hero hace check, villano apiuesta y Hero hace raise. 
 

Raise Es el porcentaje de veces que un jugador hace una subida postflop 

Call Es el porcentaje de veces que un jugador ve apuesta postflop 

 GENERALES 
 

Atributo Descripción 

bb/100 Ciegas grandes ganadas o perdidas cada 100 manos. 

W$SF_Xcent_ Porcentaje de veces que ganas el bote cuando has visto el flop. 

WTSD_Xcent_ 

El WTSD (de "Went To Showdown", llegar showdown o al momento de mostrar 
finalmente las cartas), determina en qué porcentaje de casos en que un jugador vio 
la segunda ronda de apuestas también llegó al "Showdown". En el Hold'em, esto 
indicaría cuán a menudo un jugador vio el "Showdown", siempre que haya visto el 
"Flop". Es una medida que indica cuán inclinado está un jugador a abandonar su 
mano después de la "Flop". Cuanto mayor sea el valor, más extraño será que lo 
haga. Esto significaría que se debería farolear menos a este tipo de jugador y 
aumentar las apuestas con manos buenas para aumentar su valor. 

Won $ at SD 

El "W$SD" es la abreviatura que se utiliza para expresar el porcentaje de veces que 
un jugador gana dinero cuando va al showdown (literalmente, won $ at 
showdown. Generalmente, se considera que la horquilla óptima de W$sd está 
entre en 50% y el 55%. Ganar dinero al showdown menos del 50% de las veces 
suele ser significativo de que un jugador intenta ganar más manos de las que 
puede permitirse, y si gana más del 55% de las veces es fácil que sea señal de que 
se deja farolear demasiado. 

http://www.wikipoquer.es/Showdown


 
 

Método 

Holdem Manager [2] es un software que se usa para almacenar y analizar estadísticas de nuestros 

ŎƻƴǘǊƛƴŎŀƴǘŜǎ όȅ ŘŜ ƴƻǎƻǘǊƻǎ ƳƛǎƳƻǎύΣ ȅŀ ǉǳŜ ƭƻ ǉǳŜ ƘŀŎŜƴ Ŝǎ άǊŀǎǘǊŜŀǊέ ƴǳŜǎǘǊŀǎ ǇŀǊǘƛŘŀǎ Ŝƴ ōǳǎŎŀ 

de referencias estadísticas que sirvan para configurar nuestra base de datos. Esto nos da la opción 

de efectuar análisis sobre nuestra forma de jugar y la de nuestros competidores, estudiando los 

aspectos más relevantes de su juego como por ejemplo: el número de ocasiones que sube preflop, 

el rango de cartas con el que juega, el tanto % de veces que foldea, etc. 

Para realizar el trabajo, hemos conseguido una base de datos (de finales del 2007) con las 

siguientes características. 

Juego : ¢ŜȄŀǎ IƻƭŘΩŜƳ No Limit 50 

Nº jugadores: 98.456 

Nº manos: +22.000.0000 

Nº atributos: +300 

A partir de esta base de datos, nos crearemos nuestros  propios DATASETS (conjuntos de datos a 

procesar), haciendo primero filtros con criterio de experto, como pueden ser, el nivel de ganancias 

económicas de los jugadores, o el máximo y mínimo de ciertos atributos que determinen perfiles 

muy determinados de jugadores. 

Una vez obtenidos los  DATASETS organizados según los criterios que expondremos en los 
experimentos, aplicaremos clusterización. 

  
Clústering es el proceso de agrupar datos en clases o clústeres de tal forma que los objetos de un 
clúster tengan una similitud alta entre ellos, y baja (sean muy diferentes) con objetos de otros 
clústeres.  
La medida de similitud está basada en los atributos que describen a los objetos. Los grupos pueden 
ser exclusivos, con traslapes, probabilísticos, jerárquicos etcétera. 
Clústering puede ser aplicado, por ejemplo, para caracterizar clientes, formar taxonomías, clasificar 
documentos, analizar jugadores de poker  etc. 

Si la clusterización no nos produjese resultados coherentes o determinantes, debido a la alta 

dispersión de los datos, haremos un análisis manual del preproceso de datos que proporciona la 

herramienta Weka [3]. 

De forma gráfica este será nuestro método científico: 



 
 

 

Clusterización  
Antes de entrar en detalle sobre los dos algoritmos básicos que usaremos para la clusterización, 

vamos a describir las diferentes medidas de similitud para variables numéricas (las que conciernen 

a nuestros atributos) que usan los distintos algoritmos. 

La medida de similitud se define usualmente por proximidad en un espacio multidimensional. Para 
datos numéricos, usualmente se pasa primero por un proceso de estandarización [4].  

La medida (z-score) elimina las unidades de los datos:  

 

 
 
 

Donde, es la desviación media absoluta de la variable , es su media y es el -ésimo 

valor de .  

 



 
 

 
 
 

Medidas de similitud   

Las medidas más utilizadas son:  

o Distancia Euclideana:  

 

o Distancia Manhattan:  

 

o Distancia Minkowski:  

 

Si es Manhattan y si es Euclideana.  

o Distancia Pesada (e.g., Euclideana):  

 

Propiedades de las distancias: (i) , (ii) , (iii) , y (iv) 

.  

Algoritmo K -means 

Toma como parámetro K que es el número de clústeres que forma.  

Selecciona K elementos aleatoriamente, los cuales representan el centro o media de cada clúster. A 
cada objeto restante se le asigna el clúster con el cual más se parece, basandose en una distancia 
entre el objeto y la media del clúster. Después calcula la nueva media del clúster e itera hasta no 
cambiar de medias.  



 
 

 

Algoritmo de k-means. 

 

 

Normalmente se utiliza una medida de similitud basada en el error cuadrático:  

 
 

Donde: representa al objeto y a la media del clúster (ambos son objetos 
multidimensionales).  

K-means es susceptible a valores extremos porque distorsionan la distribución de los datos.  

 

Clúster ing basado en probabilidades ( algoritmo EM) 

Desde el punto de vista bayesiano, lo que buscamos es el grupo de clústeres más probables dados 
los datos.  

Ahora los objetos tienen cierta probabilidad de pertenecer a un grupo o clúster.  

La base de un clústering probilístico está basado en un modelo estadístico llamado finite mixtures 
(mezcla de distribuciones).  

Una mezcla es un conjunto de K distribuciones, representando K clústeres.  

Cada distribución nos da la probabilidad de que un objeto tenga un conjunto particular de pares 
atributo-valor si se supiera que fuera miembro de ese clúster.  

La mezcla más sencilla es cuando tenemos puros atributos numéricos con distribuciones gaussianas 
con diferentes medias y varianzas.  

La idea es, dado un conjunto de datos, determinar las K distribuciones normales (medias y 
varianzas) y las probabilidades particulares de cada distribución (pueden ser diferentes).  



 
 

Por ejemplo, si tuviéramos dos distribuciones A y B con y , y , podemos 
generar un conjunto de datos.  

Si supiéramos de qué distribución salió cada dato, es fácil calcular su media y varianza, y las y 

.  

 
 

 
 
Calcular la probabilidad de que un objeto (X) pertenezca a un clúster (e.g., A), es:  

 

 
 
 

Donde es una distribución normal:  

 

 
 
 

Podemos ignorar y al final normalizar.  

El problema es que no sabemos de qué distribución viene cada dato y no conocemos los 
parámetros de las distribuciones.  

El algoritmo EM (Expectation Maximization) empieza adivinando los parámetros de las 
distribuciones y los usa para calcular las probabilidades de que cada objeto pertenezca a un clúster 
y usa esas probabilidades para re-estimar los parámetros de las probabilidades, hasta converger (se 
puede empezar adivinando las probabilidades de que un objeto pertenezca a una clase).  



 
 

El cálculo de las probabilidades de las clases o los valores esperados de las clases es la parte de 
expectation.  

El paso de calcular los valores de los parámetros de las distribuciones, es maximization, maximar la 
verosimilitud de las distribuciones dados los datos.  

Para estimar los parámetros, tenemos que considerar que tenemos únicamente las probabilidades 
de pertenecer a cada clúster y no los clústeres en sí. Estas probabilidades actúan como pesos:  

 

 
 
 

 
 

Donde es la probabilidad de que el objeto pertenezca al clúster A y se suma sobre todos los 
objetos (no solo los de A).  
El algoritmo tiende a converger pero nunca llega a un punto fijo.  
Aunque EM garantiza convergencia, esta puede ser a un máximo local, por lo que se recomienda 
repetir el proceso varias veces.  

Una vez visto el método y los algoritmos que usaremos, pasemos ya a ver los experimentos 
realizados y su posterior análisis. 

  



 
 

Experimentos 

 

Experimento 1  
En este experimento haremos un primer análisis de los datos que tenemos. Filtraremos jugadores 

con más de 1.000 manos trackeadas en el sistema y cogeremos 40 atributos asociados a ellos. Una 

vez hecho el primer filtro, subdividiremos el dataset (conjunto de datos a analizar) en 6 perfiles de 

jugadores (en base a su VPIP y su PFR), luego dentro de cada perfil de jugador subdividiremos 

también entre ganadores con solvencia (más de 3bb/100), gente que se queda break even o gana 

poco (0-3 bb/100) y gente que pierde dinero. 

Los 40 atributos asociados a cada perfil son los siguientes:  3Bet, Postflop Agg_Xcent_, 

W$SF_Xcent_, WTSD_Xcent_, Won $ at SD, Flop CBet_Xcent_, Squeeze, Raise Two Raisers, Call Two 

Raisers, Early UO VPIP, Early UO PFR, Late UO VPIP, Late UO PFR, Early LI VPIP, Early LI PFR, Late LI 

VPIP, Late LI PFR, Blinds LI VPIP, Blinds LI PFR, Early vRS VPIP, Early vRS PFR, Late vRS VPIP,Late vRS 

PFR, Blinds vRS VPIP, Blinds vRS PFR, Bet_Xcent_, Bet UO_Xcent_ wPos, Bet Call, Bet Fold, Bet Raise,        

Check Call, Check Fold, Check Raise, Raise, Call, bb/100,  VPIP, PFR, Postflop Agg. 

Una vez aplicados los primeros filtros (1.000 manos, VPIP, PFR, bb/100) obtenemos un conjunto de 

datasets con sus correspondientes instancias, mostrados en el siguiente gráfico. 

 

 

Haciendo un análisis superficial de los datos, podemos observar que hay más perdedores que 

ganadores. Normal. A parte hay que tener en cuenta que estamos analizando jugadores con más de 

mil manos y que, seguramente, los jugadores con menos de mil manos en el sistema son, en su 



 
 

mayoría, también perdedores. Otro dato significativo es que la mayoría de jugadores se sitúa en el 

perfil con VPIP 18+ y un PFR 6+. 

 

Una vez llegados a este punto, nos propusimos intentar clusterizar cada subperfil de jugador (cada 

.csv al fin y al cabo) pero tras muchos y muchos intentos probando todas las combinaciones 

posibles de clusterización (en base a muchos atributos, a pocos atributos, a una combinación de 

ŀƳōƻǎΣ Ŏƻƴ ŘƛŦŜǊŜƴǘŜǎ ƳŞǘǊƛŎŀǎΣ ŘƛŦŜǊŜƴǘŜǎ ŀƭƎƻǊƛǘƳƻǎΧύ ƴƻǎ ŘƛƳƻǎ ŎǳŜƴǘŀ ǉǳŜ ŀƭƎƻ ŦŀƭƭŀōŀΣ ȅŀ ǉǳŜ 

los clústeres obtenidos no tenían sentido alguno.  

Después del arduo trabajo de preclasificar todos los perfiles en distintos datasets y analizar 

superficialmente los datos de cada uno de ellos, nos hemos dado cuenta que mucho del trabajo 

hecho ha sido en vano. No hemos sido capaces de aplicar algoritmos de clusterización que nos 

proporcionen información interesante. La clusterización no es una tarea fácil y requiere de muchos 

intentos fallidos para encontrar una solución que satisfaga nuestras necesidades, pero creemos que 

el problema de base en este experimento es que tenemos demasiadas pocas instancias de cada 

subperfil. Es por eso que en la clusterización nos encontrábamos que o bien habíamos sido 

demasiado generosos con la selección de atributos, o bien si escogíamos pocos la preselección nos 

impedía hacer clústeres coherentes. En definitiva, no íbamos por buen camino. 

  

Experimento 2  
9ƴ ŜǎǘŜ Ŏŀǎƻ ƭƻ ǉǳŜ ƴƻǎ ǇǊƻǇƻƴŜƳƻǎ Ŝǎ ǘǊŀōŀƧŀǊ Ŏƻƴ ǘƻŘƻ Ŝƭ ά5ŀǘŀǎŜǘέ ŘŜ ƎƻƭǇŜΦ 9ǎ ŘŜŎƛǊΣ ǎƻƭŀƳŜƴǘŜ 

filtraremos jugadores con un número mínimo de manos jugadas (en este caso 1000) para así 

analizar si existen patrones de comportamiento similar entre jugadores y si somos capaces de 

extraerlos con algoritmos de clusterización. Una vez clusterizados estudiaremos cada perfil de 

jugador y intentaremos extraer información relevante que nos pueda ayudar a corregir defectos o 

detectar posibles fugas de dinero. 

Primero de todo hemos intentado filtrar solamente con los atributos habituales (bb/100, PFR, VPIP) 

y con las tres métricas distintas (Eucledian, Chebishev y Manhattan), obteniendo por resultado que 

el algoritmo X-Means no nos diferenciaba ningún clúster en ningún caso. Es decir, los datos eran 

demasiado similares o demasiado dispersos. 

Luego hemos probado el sistema inverso. Hemos ignorado los atributos con más peso (bb/100, 

VPIP, PFR) y hemos clusterizado por todos los anteriores (los 35 atributos restantes).  

He aquí los resultados obtenidos con las distintas métricas de distancia: 

Distancia Manhattan  

Con esta distancia el resultado obtenido es a primera vista poco interesante: 2 clústeres con unos 

valores bastante cercanos entre ellos. 



 
 

άoutput1manhattan_2clústeres.txtέ (fichero de salida Weka con el resultado de la clusterización). 

Como podemos ver en el fichero resultante, el algoritmo X-Means nos ha creado dos clústeres, de 

los cuáles remarcamos los valores más relevantes (por ser los más distantes entre clústeres).  

 

Clúster Call Two 
Raisers 

Early UO 
VPIP 

Call PostFlop Blinds vRS 
VPIP 

Late vRS 
VPIP 

Azul-0 (34%) 5.028 29.147 34.158 24.960 18.049 
Rojo-1 (66%) 1.928 13.959 26.168 11.506 8.802 

 

A simple vista podemos observar que parece que el perfil Azul es un jugador menos selectivo y 

bastante pasivo, por el contrario el rojo parece más selectivo y algo más agresivo aunque tampoco 

demasiado. La verdad es que por los datos extraídos los dos perfiles pareŎŜƴ ǇŜǊŦƛƭŜǎ ǇŜǊŘŜŘƻǊŜǎΧ 

Vamos a intentar ver gráficamente cómo se comportan estos perfiles en base a su winrate (atributo 

que recordemos hemos ignorado al hacer la clusterización). 

Veamos ahora una particularidad observada al visualizar la clusterización. 



 
 

 

 
 
 
Algoritmo: X-Means 
 
Clústeres: 2 
 
Distancia: Manhattan 
 
Ordenadas: bb/100 
 
Coordenadas: bb/100 

 

Se ve claramente que el clúster rojo parece más estable en sus ganancias, es decir su variación de 

winrate es más pequeña, mientras que el azul parece tener dos subperfiles, el ganador y el 

perdedor. Hay que tener en cuenta, que hemos ignorado el atributo bb/100 al hacer la 

clusterización, por lo que es más extraño, si cabe, que los datos estén tan diferenciados.  

Si separamos los dos clústeres y miramos la distribución de sus atributos principales podemos 

observar lo siguiente. 

Clúster 0-azul. 

 

Media: -4.9 



 
 

 

Media: 29.9 

 

 

Media: 8.7 

 

Del clúster rojo podemos observar las distintas distribuciones. 

 

Media: -0.3 

 

Media: 15.427 

 



 
 

Media: 6.11 

Los datos confirman la teoría de que los dos perfiles son perdedores, pero podemos diferenciar 

entre el azul (que de media es muy perdedor) y el rojo que está a punto de quedar break even. 

Datos a mejorar de un jugador que se encuentre en el perfil azul y sea muy perdedor serían bajar su 

VPIP y subir su PFR para así acercarse a los valores del perfil rojo. 

Vamos ahora ha hacer hincapié en la observación antes mencionada sobre que existía un pequeño 

grupo del clúster azul que era ganador y vamos a aislarlos de los perdedores para así poder estudiar 

sus valores y ver en qué se diferencian de los perdedores del mismo perfil. Es decir, vamos a 

subdividir el perfil azul manualmente en dos: ganadores y perdedores. Luego compararemos las 

medias de sus atributos y veremos si podemos sacar alguna conclusión coherente (mostramos los 

atributos más dispersos entre los dos subclústeres). 

 

SubClúster VPIP PFR 3bet Agg% Raise two 
Raisers 

Azul-0-ganadores 31.131 8.194 2.186 29.363 5.543 
Azul-0-perdedores 28.778 9.713 2.049 32.088 2.541 

 

Vemos en los datos que el VPIP es bastante similar en los dos perfiles pero que hay una diferencia 

importante en el PFR, por lo tanto algo que deben mejorar los perdedores de este perfil es subir 

ese PFR un 20% aproximadamente. El otro dato que salta a la vista es la acción preflop Raise two 

raisers. Aquí la diferencia es muy importante y quizás es la razón por la que muchos perdedores de 

este perfil no consiguen mejorar su winrate. El perfil ganador podemos deducir por su porcentaje 

que solamente hace esta ŀŎŎƛƽƴ Ŏƻƴ ǳƴ нΩр҈ ŘŜ ƭŀǎ Ƴŀƴƻǎ όǊŀƴƎƻ ŀǇǊƻȄƛƳŀŘƻΥ WWҌ !Yǎύ ƳƛŜƴǘǊŀǎ 

que el perfil perdedor tiene un rango mucho más amplio. 

Distancia Euclediana  

Con esta distancia el resultado obtenido es bastante similar al anterior. 

άoutput1euclidian_2clústeres.txtέ (fichero de salida Weka con el resultado de la clusterización). 

Como podemos ver en el fichero resultante, el algoritmo X-Means nos ha creado dos clústeres, de 

los cuáles remarcamos los valores más relevantes (por ser los más distantes entre clústeres).  

 

Clúster Call Two 
Raisers 

Early UO 
VPIP 

Call PostFlop Blinds vRS 
VPIP 

Late vRS 
VPIP 

Azul-0 (43%) 4.559 27.17 34.396 23.075 16.73 
Rojo-1 (57%) 1.790 13.04 24.734 10.798 8.33 
 



 
 

Se ve claramente que los resultados no distan demasiado de la clusterización con el de la distancia 

de Manhattan. Veamos algunas gráficas resultantes. 

 

 
 
 
Algoritmo: X-Means 
 
Clústeres: 2 
 
Distancia: Euclidian 
 
Ordenadas: bb/100 
 
Coordenadas: VPIP 

 



 
 

 

 
 
 
Algoritmo: X-Means 
 
Clústeres: 2 
 
Distancia: Euclidian 
 
Ordenadas: 3bet 
 
Coordenadas: bb/100 

 

 

Distancia Chebishev 

Con esta distancia el resultado obtenido es un poco diferente a los dos anteriores. 

άƻǳǘǇǳǘмŎƘŜōƛǎƘŜǾψнclústeresΦǘȄǘέ όŦƛŎƘŜǊƻ ŘŜ ǎŀƭƛŘŀ ²Ŝƪŀ Ŏƻƴ Ŝƭ ǊŜǎǳƭǘŀŘƻ ŘŜ ƭŀ clusterización). 

Como podemos ver en el fichero resultante, el algoritmo X-Means nos ha creado dos clústeres, de 

los cuáles remarcamos los valores más relevantes (por ser los más distantes entre clústeres).  

 

Clúster Call Two 
Raisers 

Early UO 
VPIP 

Call PostFlop Blinds vRS 
VPIP 

Late vRS 
VPIP 

Azul-0 (68%) 3.554 21.98 31.76 13.66 18.59 
Rojo-1 (32%) 1.73 12.90 22.69 8.22 10.62 

 



 
 

Como diferencia fundamental vemos que parece que los valores del perfil azul han decrecido un 

poco, haciendo crecer en cantidad los del perfil azul con respecto al rojo. De todas maneras 

tampoco hay otras diferencias demasiado significativas. A simple vista podemos observar que 

parece que el perfil Azul es un jugador menos selectivo y bastante pasivo, por el contrario el rojo 

parece más selectivo y algo más agresivo aunque tampoco demasiado.  

Veamos, por último, una gráfica con la distancia de Chebishev. 

 

 
 
 
Algoritmo: X-Means 
 
Clústeres: 2 
 
Distancia: Chebishev 
 
Ordenadas: WTSD% 
 
Coordenadas: PFR 

 

Vemos, como era de esperar, que hay muchos más puntos azules, y que al ser el PFR un dato 

ignorado al crear el clúster hace que los puntos estén bien repartidos (sin aparente relación entre 

un atributo y el otro). 

En general, no estamos satisfechos con los resultados que hemos obtenido. Nos ha sido muy difícil 

encontrar lógica a las gráficas que hemos observado. Perdiendo de vista el objetivo del 

experimento, nos hemos visto obligados a simplemente buscar coherencia de los resultados 

obtenidos, lo que nos lleva a pensar que seguramente no tenemos los suficientes datos para 

extraer este tipo de conocimiento. Seguramente mil manos por jugador son escasas para analizar 



 
 

alguno de estos atributos.  

Creemos que hemos sido demasiado ambiciosos con el volumen de atributos a analizar, puesto que 

sólo que alguno de estos atributos requiera más manos de las que disponemos para que sea un 

dato fiable, hace variar mucho las clusterizaciones realizadas por el algoritmo. Entendemos por 

dato fidedigno, aquellos atributos de los cuales se tiene suficientes muestras como para que no se 

vean influenciados por rachas. Quizás si conseguimos localizar estos atributos y extraerlos del 

análisis, junto con filtrar con más manos por jugador, logramos resultados más coherentes. 

Lo que sí hemos podido constatar es que aplicar una distancia u otra, parece a simple vista 

irrelevante (en nuestro caso), la única que puede hacer variar un poco los clústeres es la de 

Chebishev, pero también sin demasiado sentido. 

 

Experimento 3  
9ƴ ŜǎǘŜ Ŏŀǎƻ ǘŀƳōƛŞƴ ƴƻǎ ǇǊƻǇƻƴŜƳƻǎ  ǘǊŀōŀƧŀǊ Ŏƻƴ ǘƻŘƻ Ŝƭ ά5ŀǘŀǎŜǘέ completo. A diferencia del 

experimento 2, aquí trabajaremos con una selección de atributos mucho menor y haremos una 

selección de jugadores mucho más rigurosa (filtrados por 10.000 manos) y eliminaremos instancias 

que tengan valores muy dispersos que nos ensucien la media y puedan repercutir en un mal 

clústering. El objetivo sigue siendo analizar si existen patrones de comportamiento similar entre 

jugadores y si somos capaces de extraerlos con algoritmos de clusterización más avanzados que el 

anterior experimento (en este caso usaremos el algoritmo EM). Una vez clusterizados estudiaremos 

cada perfil de jugador y intentaremos extraer información relevante que nos pueda ayudar a 

corregir defectos o detectar posibles fugas de dinero. 

En este experimento vamos a ser mucho más selectivos con los atributos para que no nos pase con 

el experimento 2. La selección que vamos a usar de atributos es la siguiente: bb/100, VPIP, PFR, 

3BET,  Postflop Agg_Xcent_,  W$SF_Xcent_, WTSD_Xcent_, Won $ at SD,  Flop CBet_Xcent_, Early 

UO VPIP, Early UO PFR, Late UO VPIP, Late UO PFR, Early LI VPIP, Early LI PFR, Late LI VPIP, Late LI 

PFR, Blinds LI VPIP, Blinds LI PFR, Early vRS VPIP, Early vRS PFR, Late vRS VPIP, Late vRS PFR, Blinds 

vRS VPIP, Blinds vRS PFR. 

Además, también haremos un preprocesamiento de los datos y eliminaremos mediante el filtro 

removeWithValues (disponible en la pestaña Preprocess-filter-unsupervised-instance) las instancias 

que superen los 10bb/100 o las que estén por debajo de -10bb/100.  

Una vez filtrados los datos nos queda una distribución mucho más homogénea que en el 
experimento 2. Haciendo distintas pruebas de diferentes algoritmos de clústering nos damos 
cuenta que el X-Means o el K-means son ineficientes para nuestro Dataset, ya que o bien no hacen 
clústeres o cuando les forzamos a que los hagan salen bastante incoherentes. Muy diferentes 
resultados obtenemos con el algoritmo EM. El algoritmo EM proviene de la estadística y es bastante 
más elaborado que el K-Means, con el coste de que requiere muchas más operaciones, y es 
apropiado cuando sabemos que los datos tienen una variabilidad estadística de modelo conocido. 
Una ventaja adicional del algoritmo de clústering EM es que permite además buscar el número de 
grupos más apropiado (parecido al X-Means), para lo cual basta indicar a ς1 el número de clústeres 
a formar, que es la opción que viene por defecto. Esto se interpreta como dejar el parámetro del 



 
 

número de clústeres como un valor a optimizar por el propio algoritmo. 
Tras sus distintas aplicaciones, hemos llegado a la conclusión que la mejor configuración era que 
hiciera los clústeres en base a los atributos más importantes de los 25 existentes (excluyendo el 
bb/100 de los importantes) de manera que luego podamos estudiar los clústeres sin que el 
algoritmo haya tenido en cuenta el winrate y comprobar si hay alguna relación entre los clústeres y 
su winrate asociado. ¡Vamos allá! 
 
Resultado de aplicar el algoritmo EM: 
 

=== Run information === 
Scheme:       weka.clústerers.EM -I 100 -N -1 -
M 1.0E-5 -S 100 
Relation:     total-
weka.filters.unsupervised.instance.RemoveW
ithValues-S-10.0-Cfirst-Lfirst-last-
weka.filters.unsupervised.instance.RemoveW
ithValues-S10.0-Cfirst-Lfirst-last-V-
weka.filters.unsupervised.instance.RemoveW
ithValues-S30.0-C2-Lfirst-last-V 
Instances:    164 
Attributes:   25 
              VPIP 
              PFR 
              3Bet 
              Postflop Agg_Xcent_ 
              W$SF_Xcent_ 
              WTSD_Xcent_ 
              Won $ at SD 
              Flop CBet_Xcent_ 
Ignored: 
              bb/100 
              Early UO VPIP 
              Early UO PFR 
              Late UO VPIP 
              Late UO PFR 
              Early LI VPIP 
              Early LI PFR 
              Late LI VPIP 
              Late LI PFR 
              Blinds LI VPIP 
              Blinds LI PFR 
              Early vRS VPIP 
              Early vRS PFR 
              Late vRS VPIP 
              Late vRS PFR 
              Blinds vRS VPIP 
              Blinds vRS PFR 
Test mode:    evaluate on training data 

 
=== Model and evaluation on training set === 
 
 
EM 
== 
 
Number of clústeres selected by cross 
validation: 4 
 
 
                      Clúster 
Attribute                   0       1       2       3 
                       (0.39)  (0.08)  (0.11)  (0.42) 
=====================================
================= 
VPIP 
  mean                 15.8104 16.6432  8.5271 
13.4455 
  std. dev.             4.2926  5.8636  1.7952  
3.5132 
 
PFR 
  mean                  7.0189  7.6057  6.3873  
4.8529 
  std. dev.             2.4115  3.0021  1.1766    
1.96 
 
3Bet 
  mean                  2.1357  2.3449  3.2835  
1.4193 
  std. dev.             0.8447  1.4122  0.8349  
0.7724 
 
Postflop Agg_Xcent_ 
  mean                 27.9161 36.5292  21.992 
21.2963 
  std. dev.             2.4295  3.1751  5.5962  
3.0462 



 
 

 
W$SF_Xcent_ 
  mean                 35.7584 41.3223 35.8681 
31.5531 
  std. dev.             1.8985  2.3984  3.1989  
1.9467 
 
WTSD_Xcent_ 
  mean                 21.9111 21.6301 32.3026 
22.4405 
  std. dev.             2.8923  2.2878   4.769  
2.4359 
 
Won $ at SD 
  mean                 50.7832 48.3112  51.845 
55.5973 
  std. dev.             2.5343  2.7277   2.628  
3.2139 
 
Flop CBet_Xcent_ 
  mean                 77.1029 87.6351 85.0199 
68.4854 
  std. dev.             11.682  4.6741 10.6176 
13.3922 
 
Clústered Instances 
 
0       64 ( 39%) 
1       12 (  7%) 
2       17 ( 10%) 
3       71 ( 43%) 
 
 
Log likelihood: -20.58524 

 
Vemos que nos ha creado 4 clústeres distintos y a primera vista podemos observar en las medias de 

cada uno qué perfil de jugador engloba cada clúster. Por ejemplo el clúster 2 parece ser un perfil 

muy selectivo y muy agresivo, mientras que el perfil 3 parece muy poco selectivo y pasivo. Vamos a 

ver ahora si con la ayuda de los gráficos podemos analizar algún perfil concreto y ver si hay relación 

entre perfiles y winrate. 



 
 

 

 
 
 
Algoritmo: EM 
 
Clústeres: 4 
 
Ordenadas: bb/100 
 
Coordenadas: bb/100 

 

En el gráfico podemos ver que hay dos clústeres que parecen poblar toda la zona de bb/100 (el 

clúster 0 y el clúster 3) de ahí, al menos a simple vista, es difícil extraer alguna conclusión. Son los 

otros dos clústeres los que parecen más interesantes (el clúster 1 y el 2). Vamos a aislarlos para 

estudiar su distribución de winrate. 

 

 
 
 
Algoritmo: EM 
 
Clústeres: 4 
 
Ordenadas: bb/100 
 
Coordenadas: bb/100 

 



 
 

Aquí la cosa se pone interesante. Hay que tener en cuenta que el atributo bb/100 no ha sido tenido 

en cuenta en la aplicación del algoritmo, sin embargo parece que los que están en  el clúster 1 

(negro) tienden a tener un winrate elevado y los que están en el clúster 2 (rojo) están bastante 

breakeven.  Una de las posibilidades que nos muestra esta distribución es la de analizar 

detenidamente los jugadores perdedores del clúster negro. Está claro que tienen características 

muy comunes con los jugadores ganadores (en caso contrario no estarían en el mismo clúster), 

pero hay algo que les debe fallar, ya que la mayoría en su clúster son ganadores.  

Veámoslo con más detalle. A continuación vamos a aislar uno de los jugadores del perfil negro 

perdedor y vamos a comparar sus datos con uno de perfil ganador, quizás así podemos ver en qué 

se diferencian (si se diferencian en el algo) y poder así pulir sus defectos y convertirlo en un jugador 

ganador (como los del resto de su clúster). 

 

  

 

 

Como vemos los dos pertenecen al mismo perfil pero uno significativamente gana más dinero que 

el otro. Comparando sus datos podemos observar que la diferencia capital radica en el 3BET (el del 

ganador dobla el del perdedor) y en las acciones en Late y en Blinds (el ganador es mucho más 



 
 

agresivo en esas posiciones). Vemos claramente aquí que el perdedor debe mejorar esos atributos, 

por un lado debe forzarse a 3betear con el doble de rango del que lo hace ahora, y por otro debe 

mejorar su juego en posiciones finales y ciegas (siendo mucho más agresivo). Esto a su vez hará 

subir un poco su VPIP (que es el otro dato que tiene demasiado bajo. 

Las conclusiones de este tercer experimento son mucho más esperanzadoras que las de los dos 

experimentos anteriores. Si bien no son todo lo buenas que nos podríamos haber imaginado, si que 

muestran defectos a pulir dentro de un mismo clúster. Esto es así debido a que hemos simplificado 

mucho el análisis, cogiendo solamente atributos en los que con 13.000 manos tenemos un valor 

suficientemente alto y un intervalo de confianza muy cercano al 100%. El problema radica en que la 

muestra de la que disponemos (más 22 millones de manos de NL50 Full Ring) no es suficientemente 

amplia, y deja muy pocos casos a analizar una vez aplicados los correspondientes filtros y el 

preprocesamiento de los datos. 

  



 
 

Conclusiones generales y trabajo 
futuro  

Es evidente, por los resultados de los experimentos, que no estamos satisfechos con los resultados 

obtenidos. Hemos cometido muchos errores, el más grave de los cuales ha sido subestimar el 

preprocesamiento de los datos. Antes de lanzarte hacia un ejercicio de clusterización debes 

estudiar concienzudamente los datos a tratar. Si bien es verdad que nuestro primer error ha sido 

tratar con una base de datos demasiado escasa (por los atributos que queríamos analizar), no es 

menos cierto que quizás el nivel escogido tampoco ha sido el adecuado. Debíamos haber tratado de 

importar una base de datos de un nivel más elevado de juego (e.g. NL200+) dónde los jugadores 

son mucho más sistemáticos jugando y no existe tanto jugador ocasional.  

A raíz de qué cantidades de manos son necesarias para cada stat, ha surgido una discusión en un 

importante foro de poker [5]. En ella se discute sobre la cantidad de manos para considerar una 

estadística fiable y salen a relucir conceptos como el intervalo de confianza. Aspectos que 

deberíamos haber tenido muy en cuenta antes de lanzarnos a la clusterización de los datos (y más 

con tantos atributos) ya que sólo que un atributo contenga valores dispares puede hacer que toda 

la clusterización se vea afectada (no digamos si son más de dos atributos los que tienen valores no 

fidedignos). Es por esto, por lo que creemos que no hemos obtenido todo lo que cabía esperar de 

nuestros experimentos, aunque hemos de resaltar, que en el último experimento, los resultados 

han sido muy esperanzadores porqué ya veíamos dónde estaba el problema y, consecuentemente, 

filtramos con muchas más manos y menos atributos. 

Aún con todas las dificultades que nos hemos encontrado, hemos aprendido mucho sobre 

clusterización, llegando a la conclusión que para nuestro problema era mejor hacer uso del 

algoritmo EM en contra de usar el K-medias. También nos hemos familiarizado con usar la 

herramienta Weka (básica para cualquier trabajo de Data Mining) y ver sus infinitas opciones en 

filtrados, preprocesamiento, reglas de asociación, visualización de atributos, etcétera. Otra cosa a 

tener en cuenta es ǉǳŜ ƴƻǎ ƘŜƳƻǎ ŜƴŦǊŜƴǘŀŘƻ ŀ ǳƴ ǇǊƻōƭŜƳŀ άǊŜŀƭέΣ Ŏƻƴ ǳƴŀ ƛƴƎŜƴǘŜ ŎŀƴǘƛŘŀŘ ŘŜ 

datos por filtrar. Sólo la importación de los datos ya ha llevado más de 50 horas. Esto sumado a que 

la base de datos que crea el Holdem Manager no es conocida (no hay documentación sobre cómo 

son las tablas) ha hecho que dedicáramos mucho tiempo en hacer ingeniería inversa para poder 

sacar nuestros datasets. 

A través de la lectura del documento, se puede adivinar que como trabajo futuro lo primero que 

haremos será preparar bien los datos y hacer un estudio concienzudo sobre qué atributos usar y 

por qué, calculando qué cantidad de muestras necesitamos para tener ese dato con un intervalo de 

confianza suficiente para nuestro análisis. Por ejemplo para el cálculo del atributo 3bet [5]: 

Si asumimos la stat dentro del rango 2-9% (lo cual resulta razonable), entonces no 

deberíamos permitirnos un error mayor al 0,5%. 

Para ello podríamos calcular el peor escenario, que se daría en el 9%, y asumiendo ese 



 
 

rango de error. 

Si aplicamos esta fórmula: 

 
para determinar el tamaño muestral que necesitamos. 

Calculando para: 

p (con techito) = 0.09 

E = 0.005 

z = 1.96 

 

Entonces llegamos a que necesitamos un tamaño muestral n>=12585 manos. 

Y eso aplicado a una stat que es preflop (3bet), imaginemos los stats que ocurren aún con menos 

frecuencia como un άRiver continuation Betέ o similar.  

Solamente haciendo un análisis similar con todos los atributos que consideremos necesarios para 

hacer clústering y filtrando con el número de manos más restrictivo de todos ellos, podremos estar 

seguros que, en caso de no obtener resultados satisfactorios con los algoritmos de clústering, es 

problema de que los algoritmos no están suficientemente perfeccionados o que no es un problema 

en el que aplicar clústering nos aporte nada (que podría ser una conclusión errónea de este 

trabajo). 

Otra área muy interesante que nos gustaría haber podido tratar pero no nos ha sido posible por la 

incoherencia de los resultados obtenidos es la de reglas de asociación. Las reglas de asociación nos 

permiten atacar por otro bando nuestro problema y nos podrían llegar a dar información muy 

interesante acerca de cómo se comportan los perfiles de jugadores (en caso de conseguir 

clusterizar) o jugadores aislados (en caso de no poder clusterizar). Un enfoque que creemos sería 

muy práctico sería el de ir definiendo acciones claves (a criterio de experto) para ver cómo actúa 

cada perfil. Por ejemplo el comportamiento de un jugador cuando es robado por un perfil agresor y 

tiene cartas Premium (KK++) de mano. Ir definiendo numerosas reglas de este estilo e ir llenando 

nuestro data set con las distintas acciones que nos va respondiendo la base de datos (e.g % de call, 

raise y fold). Hay que destacar que esta manera de tratar el problema es mucho más compleja que 

lo que hemos estado haciendo hasta ahora, ya que implica unas sentencias SQL mucho más 

elaboradas y un agrupamiento en forma de Datasets muy complejo de realizar, pero creemos que 

es mucho más interesante las reglas que podríamos sacar así que no las reglas que sacaríamos si 

tratáramos la información como en el Clústering (con tantos por ciento de cada atributo).  
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